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摘要

本文通过有效构建了一个完全的分块对角关联矩阵样例涉及了子空间分割

问题。精确的样本聚类非常需要分块对角结构来解决，但获得这样的结构是困难

的。当前技术水平下的子空间分割方法（例如 SSC ]4[ 和 LRR ]12[ ）需要非一般性结

构的先验信息（例如稀疏或低秩）来构造关联矩阵。在本文的工作中，我们直接

实行基于拉普拉斯约束方程构建分块对角结构，并且开发了一个有效的随机次梯

度算法来对结果进行最优化。另外，本文给出了两种新的子空间分割方法：分块

对角的 SSC 和 LRR。据我们所知，这是第一个有关直接构建分块对角结构的研究。

经过在面部识别、动作识别和图构建的半监督学习实验，可以证实我们用于子空

间分割问题的新方法具有明显的优越性。

1.介绍

高维度的图像数据，比如人脸面部图像和刚体运动轨迹等，通常可以用由多

个低维的子空间组成的并集描述 ]25,21,8[ 。要找到这样的低维结构，我们经常要将

数据聚类为多组，同时为每组对应一个子空间。

由此引出对子空间分割问题的重要定义：

定义 1 （子空间分割 ]22[ ）给定一个由 k个子空间组成的并集
k
iiS 1}{  产生的

样本向量
nd

nk RxxXXX  ],...,[],...,[ 11 ,令 iX 为 in 个由子空间

iS 产生的样本集， i
k
i nn   1 。子空间分割的作用是将样本根据其底层的子空

间进行划分。
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(a) 稀疏 (b) 低秩 (c) 分块对角

图 1.一个用作说明的比较：用不同的先验信息在综合噪声环境中构造 4子空间关联矩阵：

（a）稀疏 （b）低秩 （c）分块对角。分块对角关联矩阵对样本的聚类和子空间分割更为

准确。

最近，基于谱聚类的子空间分割方法被广泛提出 ]13,12,4[ 。这些方法使用围绕

每个样本的全局或局部的信息来构建关联矩阵。之后，样本的分割即可使用谱聚

类[15]构建出的关联矩阵得到。

特别地，稀疏子空间聚类（SSC） ]4[ 和低秩表达（LRR） ]12[ 两种当前技术水

平下的子空间分割方法，是通过寻找各个样本关于全部样本集的稀疏或低秩的线

性表示构建关联矩阵的。所获得的表达系数被直接用于构建关联矩阵。在限定的

条件下，这些方法可以生成一个分块对角关联矩阵。然而，当信噪比低时，得到

的分块对角矩阵很脆弱，会出现不同的分块之间过于接近或是分块不独立的情

况。因此，子空间分割的效果被严重地影响 ]19[ 。

在这项的工作中，我们提出明确寻求分块对角结构的关联矩阵用于子空间分

割。我们在图的拉普拉斯变换中规定一个给定的秩约束，这样等价于约束了关联

矩阵中的连通分支的数目。于是，一个分块对角关联矩阵便可有效的得出，即使

是在不利的条件下，比如低信噪比或是不同子空间的定位不恰当的情况等。图 1
给出了一个用作说明的例子。它显示了与稀疏和低秩的先验信息相比，我们的方

法获得了准确度更高的关联矩阵。要高效地解决所产生的最优化问题，我们使用

了随机次梯度算法与投影操作来确保得到的关联矩阵在循环内是分块对角的。

我们用当前的子空间分割技术，即 SSC与 LRR，作为与我们提出方法的对
比。我们将明确地展示该方法如何能够生成准确的分块对角关联矩阵，并改善它

在子空间分割中的表现。值得注意的是，我们的方法并不局限于这两种情况。实

际上，这种方法具有普适性，可被直接应用于构造其他的关联矩阵。多方面的子

空间分割实验，包括综合数据聚类，人脸图像聚类和运动轨迹分割等，都可证明

该方法的有效性。我们也进行了数字和人脸识别的半监督学习实验来进一步证实

该方法相比于其他通用的图构建方法更具优越性。
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2.相关工作

在过去的十年内，许多子空间分割或归类方法被开发出来 ]5,13,23,12,4,17[ 。由于

在该工作中我们主要关注基于谱聚类的方法，以下我们将详细回顾这方面的相关

工作。对于其他的方法，一个不错的总结可以在这里得到 ]22[ 。

稀疏子空间聚类（SSC） ]4[ 表达的是将集合中的每个样本看做是所有其他样

本的线性组合，并且组合系数需要是稀疏的。之后，Liu等人 ]12[ 提出低秩表达

（LRR）用于子空间分割。LRR构建的是低秩关联矩阵，这样捕捉到的隐含子
空间的全局先验信息仍是低维的。这种先验信息下的 LRR对严重损坏的数据样

本具有很强的鲁棒性。Wang等人 ]23[ 介绍了另一种诱导分块对角的先验信息，但

是，他们也证明了只有在子空间两两正交的情况下，样本的关联矩阵才是完全分

块对角的。这个条件过于苛刻，并不适用于真实数据。最近，Lu等人 ]13[ 提出了

一个基于最小二乘回归的方法，用于构建关联矩阵。它声称，基于该方法的对同

一子空间的分类效果能够改善子空间分割的结果。

虽然现有的方法已经取得了相当的成功，但对于子空间分割问题，并没有人

能够为真实样本产生一个完全的分块对角矩阵。就现有的结果来看，这些方法对

隐含子空间的噪声、数据错误和定位不当等干扰非常敏感。

3.问题公式化

在这项工作中，我们专注于将谱聚类应用于基于全局信息的子空间分割关联

矩阵的构建。对于关联矩阵的构建，每一个样本
d

i Rx  都可视为标准样本 iXz 的

线性组合的近似。这里 nd
n RxxX  ],...,[ 1 是标准样本的集合。系数向量 iz 中元

素的绝对值 |)(| jzi 可直接用作 ix 与第 j个标准样本的相关值。指定 )( izS 为 iz

的相关样本的索引集： },...,1,0)(|{)( njjzjzS ii  。要将样本准确的

分类到相对应的子空间，就需要当第 i个和第 j个样本来自不同子空间时，有

0)()(  ki zSzS 。也就是说，当两个样本来自于不同的子空间时，它们的相

关值应为零。因此，对于由元素
nn

n RzzZ  ],...,[ 1 并取绝对值 || z 所构成的
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对称关联矩阵 2/|)||(| TzzW  ，经过适当的行或列变换后，我们获得了如

下的分块对角矩阵：

).,...,(~
2,1 kWWWblockdiagW 

在分块对角矩阵中的每一块 iW 相当于一个子空间 iS 。这样样本的分割可以

快速的获得。尽管现有的几种子空间分割方法也能够获得这样的分块对角结构，

但是，就如之前提到过的，这些方法的条件要求非常苛刻，并不适用于处理真实

数据。比如，当数据信噪比较小时，样本会被噪音干扰，导致分割结果偏离其所

对应的子空间。某一个样本可能与另一个不同子空间的样本非常接近，而它们的

关联值是非零的。这种错误的关联关系可能会影响之后的谱聚类过程，并降低子

空间分割的效果。作为对比，如果分块对角的先验信息是给定的，这样的错误就

可以被构建绝对分块对角矩阵的限定所纠正。这样谱聚类的子空间分割的效果便

得以提高。

3.1 分块对角化的拉普拉斯约束

在介绍应用于分块对角矩阵的拉普拉斯约束之前，我们首先来回顾一下拉普

拉斯矩阵的定义以及拉普拉斯矩阵谱不变量与关联矩阵的结构之间的关系：

定义 2 （拉普拉斯矩阵）对一个n个加权 ),( jjW  样本的关联矩阵 nnRW  ，

拉普拉斯矩阵
nn

w RL  定义如下：

ifjjWjjLW ),,(),(  .),(; otherwisejWjj j   

下面著名的定理 ]14[ 叙述了拉普拉斯矩阵的秩与其对应的关联矩阵中块的数

量间的关系：

定理 1 ]14[ 令W 为一关联矩阵。这样，其对应的拉普拉斯矩阵 WL 特征值为 0的

重数k与W 中连通分支的数量（块数）相等。

基于以上定理，我们可以将一个一般的方阵经由以下的拉普拉斯约束(LC)

转变为一个k个分块的分块对角矩阵： ).( knLrank W  之后，我们可以定义

一个k个分块的分块对角矩阵集合：

|))||(|
2
1,(|{ T

W ZZWknLrankZ 
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在上述约束集合中，参数k是子空间分割问题中需要进行聚类的个数（参见

定义 1）。在构建了k个分块的分块对角关联矩阵之后，样本就被很快地分成k 个

聚类。k值常由用户来指定。

3.2 对于分块对角 SSC 的拉普拉斯约束

稀疏子空间聚类（SSC）通过构建稀疏的稀疏矩阵 ]4[ 来解决子空间分割问题。

它的目标函数为：

.0)(..,||||
2

||||min 2
1  ZdiagtsXZXZ FZ



在获得系数矩阵Z之后，可以构建相似矩阵： 2/|)||(| TZZW  。在

确定的条件下，比如无噪声的数据，SSC只会选择那些与目标样本的线性表示在
同一子空间中的样本。然而，对于真实的数据，这样的条件很难满足。为了获取

分块对角的关联矩阵，我们利用对 SSC的拉普拉斯约束，提出如下的分块对角
SSC目标函数：

.,0)(..

,||||
2

||||)(min 2
11









ZZdiagts

XZXZZf FZ (1)

如同之前的解释， Z 的条件使获得的矩阵Z 为分块对角的关联矩阵。

3.3 对于分块对角 LRR 的拉普拉斯约束

低秩表达（LRR）对一组给定的样本，可由样本本身与其基元组成的相关性

质寻找它的一个低秩表达的系数矩阵 ]12[ 。根据相关的理论，低秩正规化利用了

下层低秩的子空间的集合仍为低秩的这一全局先验信息。通常地，LRR解决了
如下的最优化问题：

.||||||||min 2
* FZ

XZXZ 

在数据量充足、无噪声和子空间独立的条件下，所获得的相似矩阵会是严格

分块对角的。然而，对于真实数据，比如人脸面部图像或其他物品的图像，这样

的要求过于严格。这样，所获得的矩阵W 常不是分块对角的，这样会影响子空

间分割的结果。要使获得的矩阵W 是一个k 个分块的分块对角矩阵，我们使用

上述的对 LRR的拉普拉斯约束，提出如下的分块对角低秩表达：
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...,||||
2

||||)(min 2
**,


 ZtsXZXZZf FEZ

(2)

式(1)与式(2) 各自表明了 SSC和 LRR的最优化问题是不同的，并且需要各
自独立的方法来解决。在这项工作中，我们的目标便是开发一个普适的最优化方

法来将这两个问题在一个统一的框架之内解决。这个最优化方法的细节将在以下

的章节给出。

4.拉普拉斯约束的最优化方法

我们利用了一个有效的随机次梯度算法（SSGD）来解决式(1)与式(2)中的最

优化问题，他们都包含了一个高度非凸的k分块对角矩阵集（ DBMSk  ）约

束。在每次循环内，关联矩阵Z 向负的次梯度方向移动以减少结构化带来的误

差。之后Z 立刻由 (.)  投影回约束集合 ，以确保它的分块对角结构。

次梯度的计算方法如下：对式(1)中的目标函数 )(1 Zf ，其次梯度为

./||||)())(( 11 ZZIZXXZf T   这里

.]1,1[0)(/|||| 1 otherwiseandifZZsignZZ ijijij   由于关联矩阵

Z 的对角元素并不必须更新，我们手动的将 ))(( 1 Zf 的对角元素置零。对式(2)

的目标函数 )(* Zf ，其次梯度为 ./||||)())(( ** ZZIZXXZf T   令

TVU 为Z 的致密奇异值分解（SVD），这样 2
* /|||| HUVZZ T  ]24[ ，

H 为零矩阵的集合。算法 1中给出了 SSGD算法的细节，而 (.) 的射影的计

算将在算法 2中给出。
算法 1 基本 SSGD

输入：数据矩阵 X ，目标函数 f ，分块数目k ，最大循环次数T ，交换参

数。

1. 初始化 ).(,0,0)0( XrankptZ 

2. 设置步长 TpXXnnp T )||||5.1/(5.1 2  

3. 当 Tt  时：
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4. 从 },...,{ 1 nenen 中随机选取 p列，组成一个 pn 的探索矩阵Y

5. 计算次梯度： Ttt YYZfg ))(( )()( 

6. 预测：通过算法 2计算 )( )()()1( ttt gZZ  

7. 1 tt
8. 结束

输出：系数矩阵Z 。

4.1 次梯度无偏估计

令 SSGD收敛和有效的一个最重要的因素是目标函数的次梯度为无偏估计

量。如果
)()( )~( tt ggE  ，则

)(~ tg 被称为次梯度
)(tg 的无偏估计量。在这项工作

中，我们使用如下的随机次梯度方法来获得次梯度的无偏估计，同时减少次梯度

的计算量 ]7[ 。特别地，我们用一个探索矩阵来试出次梯度的估计值。探索矩阵

的定义如下：

定义 3 （探索矩阵 ]7[ ）一个随机的 pn 矩阵Y ， np  。当 nn
T IYYE ][ ，

nnI  为 nn 的单位矩阵，且期望值基于Y 中值的选择时，称Y 为探索矩阵。

在这项工作中，我们随机地从度量标准基 },...,{ 1 nenen 中选出 p个向量

来组成探索矩阵： penenY p /],...,[ )()1( 。容易证得 IYYE T ][ 。这

样在每步次梯度下降中次梯度可以如下计算：
Ttt YYZfg ))(( )()(  ，其中 (.)

为之前定义过的次梯度。

要看出这项技术如何减轻了计算量，我们用 LRRBD  作为例子（同样适

用于 SSCBD  ）：在算法 1的第 5步，梯度为 TYYZf ))(( ，计算 ))(( Zf

包括了计算 ZXX T 加上对Z 的奇异值分解。对于 ZXX T ，在乘
TYY 之后，它

变为了
TT YZYXX )( 。ZY 实际上是从Z 中的n列抽取的 p个样本。这样Z 的

大小便从
2n 变为np，计算量由此得到了降低。关于 TY 的乘法，由于左边矩阵

的零值而变得非常快速。对Z 的奇异值分解，我们使用了 ]7[ 中引理 2.4的方法。
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这样计算量从 )( 2rnO 变为 )(nprO ， )(Zrankr  。该技术将次梯度计算的运

算复杂度从 )( 3nO 变为 )( 2pnO 。如果 np  ，改善的幅度会很明显。

4.2 BDMSk  投影的解决

在一步次梯度下降之后，变量矩阵Z 可能会偏离约束集合，并不再保持分

块对角结构。因此，我们要将Z 投影进 BDMSk  中。对一个矩阵 0Z 的投影

算子定义如下：

2
00 ||||minarg)( FZ
ZZZ 


 (3)

这个投影运算找到了一个与 0Z 的欧氏距离最短的集合 中的矩阵。与之相

关的最优化问题可以写作：

...,||||
2
1min 2

0  ZtsZZ FZ

上述的最优化问题被两个强加的限制严格约束，且都包含在变量Z 的结构

变换之中。然而，在经过对问题的检查之后，我们发现约束条件是解耦的，这意

味着我们不需要同时处理两个条件，这样问题的简化便很有意义。因此，我们提

出了辅助变量Z~来代替原先的拉普拉斯矩阵 WL 。这样目标函数便等价为：

.~|),||(|
2
1,)~(..

,||||
2
1min 2

0~,

W
T

FZZ

LZZZWknZrankts

ZZ





我们进一步重述了约束条件 WLZ ~
作为扩展的拉格朗日乘子 ]11[ 的代价：

|).||(|
2
1,)~(..

,||~||
2

~,||||
2
1min 22

0~,

T

FWWFZZ

ZZWknZrankts

LZLZJZZ






这里 J 为拉格朗日乘子， 为 WLZ ~
约束条件下的增量重量参数。由于两

个约束条件解耦，我们可以交替地对Z 和Z~进行最优化。特别地，每个最优化
问题只包含一个约束条件。
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算法 2 k-DBMS 的投影

输入：目标矩阵 0Z ，分块个数k

输出：一个分块对角矩阵Z

1. 初始化： 4)0(
0

)0( 101;1.1;0;  tZZ
2. 当 非收敛 时：

3. 用(4)式更新 )1( tZ

4. 用(5)式更新 )1(~ tZ

5. 更新 )~()()()1(
W

ttt LZYY  

6. 更新 )()1( tt  

7. 1 tt
8.结束

迭代计算变量Z~和乘数 J 以及排除不包含Z 的条件，我们用如下的方法：

|).||(|
2
1..

,||~||
2

,||||
2
1min 22

0

T

FWWFZ

ZZWts

LZLJZZ






(4)

注意到除去
2

0 |||| FZZ  的条件，所有其他在上述问题中的情况只包括Z 的

绝对值。因此Z 的解中的元素与对应 0Z 中的元素有相同的符号。否则，我们就

能经常变换Z 中元素的符号，在不改变其他值的情况下减少 2
0 |||| FZZ  的值。

因此，基于这种现象，解就能写成 )(ˆ
0ZsignZZ  ，代表叉积，而Z 便

是下述问题的解：

.0ˆ),ˆˆ(
2
1..

,||~||
2

,||||ˆ||
2
1min 22

0ˆ





ZZZWts

LZLJZZ

T

FWWFZ





数字图象处理作业 The task of Digital Image Processing

10

上述目标函数可以被任何现有的二次规划求解程序高效地解决。在解出 Ẑ

之后， )(ˆ
0ZsignZZ  也就被解出。

现在我们转向求解Z~。类似地，设置了变量Z 和乘子 J 之后，我们通过计

算下式来更新Z~的值：

.)~(..,||~||
2

~,min 2
~ knZranktsLZZJ FWZ




(5)

上式也等价于：

.)~(..,||)/1(~||min 2
~ knZranktsJLZ FWZ

 

由 Eckart-Young定理 ]3[ 可得，该问题允许一个闭合式的解。更特殊的是，

这个闭合式的解可由对
T

W VUJL 

1

进行奇异值分解，并选择首 kn  个

奇异向量获得：
T

knknkn VUZ )(:1)(:1)(:1 ][~
  。最优化相关的算法细节在算法 2

中表述。在运行中，当
4)()1()()1()( 101||)||||,~~max(||   ttttt ZZZZ 或

6)( 101||~|| )(
 tW

t LZ 时，最优化终止。

4.3 收敛的相关事项

式(1)与式(2)的最优化问题，由于 BDMSk  约束的存在，是强烈不收敛的。

幸运的是，我们可以证明算法 1的解收敛于全局最优值。这里我们简单地从理论

上进行解释，而相关的实验验证将在后续章节给出。算法 1的收敛与否取决于 ]1[

中的结果，特别地，对于非凸约束的仿射问题，如果满足可扩展的有限等距性

(SRIP)，带有投影的梯度下降将会收敛于全局最优值。就式(3)而言，尽管它是非

凸的，我们同样可以获得最优值。在实际操作中，当
)()(

0
tt gZZ  时，我们

只需令
)1( tZ 为最优值即可。我们控制的值很小直到结束。这样， )(tZ 便与 0Z

在 中的投影距离距离非常近。我们从 )(tZ 开始进行 ALM循环，ALM将收敛

于其 KKT点 )1( tZ ]11[ ，由于
)(tZ 与 0Z 距离相近，得到的将是最优值。
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5.相关实验

5.1 合成数据

数据生成 我们在不同的噪声条件下合成了 5组数据样本。样本从 ]12[ 设计的

方案中生成。我们构造了 4k 的三维独立子空间，周围的维度为 30，

304
1}{.,. RSei ii  。每个子空间 iS 包含了 50个样本。有 30%的样本是由零均值、

方差 2|||| x 的高斯噪声生成并掺杂入数据当中。这里 2|||| x 表示相对应样本的

2 规范， 可看作信噪比。我们分别用信噪比为 }4.0,3.0,2.0,1.0,0{ 的样本数

据测试 SSC，LRR，BD-SSC和 BD-LRR的性能。 = 0 代表无噪样本。对称关

联矩阵由 2/|)||(| TZZW  获得，矩阵Z 即为上述方法的输出。

初始化 对 BD-SSC和 BD-LRR而言，交换参数置为 10，最大循环次数T

为 600。算法 1中的变量Z 初始值为全零矩阵。对于奇异值分解，我们实行在式

(5)中 /YLw  上的部分奇异值分解，直到 k的最小奇异值 kkk VU  ，令

kkkw VUYLZ  /~
。因为常有 knk  ，该方法极大地降低了部分

奇异值分解的计算量。BD-SSC在四核 CPU，2.83GHz和 8GB内存的 PC机上，
使用 matlab平台对 2000个样本的关联矩阵的构建花费大约 20秒，而 BD-LRR
由于计算了奇异值分解，耗费了大约 70秒的时间。作为比较，SSC与 LRR各自
花费了 5.5秒和 2.3秒。对大数据处理而言，计算量是该方法的一个瓶颈。我们
将进一步研究在大数据量下降低该方法的运算量的方法。由于有过在 LRR方法

中成功的例子 ]20[ ，一个有希望的方向是应用分治法解决最优化问题。我们通过

实验发现，最优化问题的收敛是高度非凸的。特别地，在补充材料中我们画出了

BD-SSC与 BD-LRR的客观价值收敛曲线。
结果 图 2与图 3展示了所获得的、行列的序列由样本标签的情况做过改变

的关联矩阵。与之对应的分割准确率也给予标记。我们可以看出，对于 SSC与
LRR方法，当信噪比大于 0.1时，有些样本便被选入了其他的子空间，矩阵的分
块对角结构便被破坏，分割准确率也随之降低。对于无噪的情况，所有的方法都

达到了完全准确的分割。然而，信噪比为 0.2时，SSC与 LRR的分割准确率分
别降到了 0.79和 0.83。而 BD-SSC与 BD-LRR方法则能够保持矩阵的分块对角
结构，并有着非常高的分割准确率。这个结果表明，与现有的 SSC和 LRR方法
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相比，BD-SSC与 BD-LRR在分割中有着更好地表现，对噪声也有更好的鲁棒性。
注意到 BD-SSC与 BD-LRR生成的关联矩阵中对样本也有错误的分割，但经过
适当的行列变换后，仍能得到严格的分块对角矩阵。

(a) SSC 的结果

(b) BD-SSC 的结果

图 2 SSC与 BD-SSC所得到的关联矩阵。从左向右依次是信噪比为 0、0.1、0.2、0.3

和 0.4的情况，子空间块数为 4，每块包括 50个样本数据。分割的准确率在每个矩阵图示上

方标记。

(a) LRR 的结果

(b) BD-LRR 的结果

图 3 LRR与 BD-LRR所得到的关联矩阵。从左向右依次是信噪比为 0、0.1、0.2、0.3

和 0.4的情况，子空间块数为 4，每块包括 50个样本数据。分割的准确率在每个矩阵图示上

方标记。
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5.2 面部聚类

我们使用扩展的耶鲁大学数据库 B ]6[ ，来评价上述方法和现有的方法的性

能。数据集包括 38种不同的人脸图像，每种图像包括 64张不同光照条件下的人
脸正面照片。在这项实验中，我们选取了前 c={2,3,5,8,10}种图像进行聚类。为
减少计算量和内存开销，我们将每张图像的大小从 192×168像素压缩至 48×42
像素。由此形成的 2016维的向量，被使用标准主成分分析而进一步投影至 9×c
维的子空间内。这里每种图像的 9个维度是从面部图像矩阵的奇异值曲线中观测
得到的。对于 SSC和 LRR，我们使用了作者的默认参数设置。也就是说，SSC

的 20 ，LRR的 18.0 。对于 BD-SSC和 BD-LRR，我们各自设置其交换

参数与 SSC和 LRR的相同。循环次数T 设为 1000，参数 为学习速率，被

设置为 1。因此，BD-SSC的学习速率为 4106.7  ，BD-LRR的学习速率

为
6104.3  。

注意到对于 SSC的子空间分割，作者给出了一个额外的启发式阈值运算作

为对得到的关联矩阵的后处理以得到更好的结果 ]4[ 。对于 LRR，也有一个启发

式搜索过程来刻画获得的关联矩阵 ]12[ 。在该实验中，我们并未采用这样额外的

后处理过程以确保性能评测的公正性。表格 1列出了每种方法聚类结果的错误比
率。根据表格我们可以看出，BD-SSC与 BD-LRR均比其对应的现有方法的识别
率有 3到 6个百分比的提升。这能够说明分块对角结构能够提高识别的准确率，
所构建的关联矩阵也有较强的鲁棒性。

表格 1 在扩展的耶鲁大学数据库 B中获得的聚类结果错误率。

5.3 运动分割

运动分割是指将多种物体的运动轨迹在时空集合中聚类，从中寻找出轨迹与

物体的对应关系 ]21[ 。一个物体形成的运动轨迹的集合构成了一个低维子空间。

因此运动分割问题可以通过对运动轨迹的空间坐标进行子空间分割来解决。我们
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使用基准霍普金斯 155数据集 ]21[ 进行试验。数据集包含 156个两或三个物体的

运动视频，并被分为了三类：棋盘，交通信息，和铰接序列。运动轨迹被一个追

踪器自动的标出，并且异常值也被手动去除。

表格 2显示了四种方法的分割的错误率统计，其中包括了最大误差、平均误
差、中值误差和标准误差的值。对所有的方法，都没有做任何的数据的预处理或

后处理。通过结果来看，BD-SSC和BD-LRR相对于SSC和LRR分别减少了0.21%
和 1.48%的错误率。值得注意的是，通过 SSC和 LRR得到的错误率已经相当的

低，所以获得这样的改进结果是有意义的。如同 ]12][4[ 中所提到的，对 SSC和

LRR加以启发式搜索的后处理也能够降低错误率。在表格 3中，我们给出了对
SSC和 BD-SSC加以阈值后处理、对 LRR和 BD-LRR加以比例缩放后处理之后
的结果。从结果能够看出，分别做这样的处理使错误率进一步下降了 0.31%和
0.77%。就我们所知，我们的 BD-LRR方法取得了对该数据集中 156个数据的最

佳错误率 0.97% ]4[ 。Pham等人 ]16[ 在该数据集上曾取得了错误率 0.16%的结果，

然而他们的方法依赖于额外的空间信息 ]16[ 。相比之下，我们的方法并不需额外

信息。

表格 2 霍普金斯 155数据集的错误率统计。对 156个数据分析的最大误差(Max)、平均

误差(Mean)、中位误差(Med)和标准误差(Std)在表中依次给出。

表格 3 加以后处理的霍普金斯 155数据集错误率统计。对 156个数据分析的最大误差

(Max)、平均误差(Mean)、中位误差(Med)和标准误差(Std)在表中依次给出。
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5.4 半监督学习中的应用

我们所提出的 BD-SSC和 BD-LRR方法，通过对带标签或无标签的训练数
据构建关联图，可直接应用于半监督学习任务中。注意到基于图的半监督学习方

法 ]26[ 通常包括两步：图构建和对图的标签扩展。我们的工作主要集中在第一步。

我们主要在图构建时与其他方法作比较，而采用相同的标签扩展方法。监督学习

的方法并不适用于无标签的训练数据，因此在此我们没有给出它们的结果。

在该实验中，我们使用了两个数据集。一个是 USPS手写数字数据集 ]9[ ，其

中包括了 10种数字(0到 9)共 11000个样本。根据 ]2[ 中的实验设置，我们在每种

数字样本里随机选取了 200个，共 2000个样本用于实验。另一个数据集是之前
已经介绍过的扩展的耶鲁大学数据集 B。这里用到了所有的 38种人脸图像样本。

在构建关联矩阵之后，我们使用了随机游走算法 ]10[ 来将有标签的数据扩展至无

标签的数据。在每个数据集中，构建了四种流行的图、矩阵作为基准，包括应用

SSC ]2[ 构建 LLE图 ]18[ 、kNN图、 1 图，以及 LRR图 ]12[ 。对于 LLE图和 kNN

图的构建，考虑到稀疏图通常会获得更好的效果 ]2[ ，邻接的大小被设置为总数

据量的 1%。对于 1 图的构建，正规化参数分别被设为
3105  (耶鲁大学数据

集 B)和 2103  (USPS数据集)。对于 LRR图，都被设为 0.2。结果分别在表

格 4和表格 5中给出。

表格 4 不同的半监督学习图构建下的 USPS数据集的识别错误率(%)。使用了不同的每种数

据下带标签的数据量(Labeled)。

表格 5 不同的半监督学习图构建下的耶鲁-B数据集的人脸识别错误率(%)。使用了不同的每

种数据下带标签的数据量(Labeled)。
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从结果中可以看出，因为得益于稀疏的条件， 1 图较 LLE图和 kNN图在

USPS数据集上的表现更佳。在耶鲁-B数据集中，由于 LLE图利用了人脸图像

的相关性， 1 图和 LLE图的表现都很好。在两个数据集中，BD-SSC构建的 1 图

大约减少了 3%到 8%的错误率。BD-LRR相对于 LRR的错误率减少的更为明显。
这样的改进主要是由于加上了对样本关联矩阵的分块对角约束，使得样本聚类的

结果更为准确了。由于人脸图像相比于手写数字的噪声干扰更为强烈，BD-SSC
和 BD-LRR在耶鲁-B数据集上获得的性能改进较USPS数据集的改进更为明显。
这也证实了基于分块对角先验信息的图构建对于噪声有较强的鲁棒性。

6.结论

在这项工作中，我们提出了基于拉普拉斯图约束方程的绝对分块对角关联矩

阵的构建。两种新的子空间分割方法，BD-SSC与 BD-LRR，基于上述构想被设
计出来。我们做了大量的实验，对合成数据、真实的人脸数据和运动轨迹进行了

分割。我们所设计的方法相比于现有方法有了明显的性能提升。此外，BD-SSC

和 BD-LRR也能够应用于半监督学习中分块对角的 1 图和 LRR图的构建，在人

脸识别和手写数字识别中也取得了不错的表现。

鸣谢 新加坡国家研究基金会国际研究中心通过 IDM项目办公室给予了 J.Feng
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